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1 はじめに

近年，スポーツ分野において機械学習を応用する研究が
盛んに行われている. 以下の観点で，様々なシステムが提
案されている．
-アナリストの観点
アナリストを支援するという観点では，密集するラグ
ビー選手の検出するための技術や，バドミントンのショッ
トを分類する技術の研究がされている.

-スポーツエンタテイメントの観点
非接触センシングデータを用いた，競泳における泳速・
ストローク解析のシステムが提案されている．
コーチングの観点から研究がされており，実際にサッ
カーやアメリカンフットボール，ラグビーなどのプロス
ポーツでは機械学習を用いた ICT による指導が浸透して
いる．
一方で，日本のカレッジスポーツの現場においては機械
学習を用いたツールの普及が顕著ではなく，プレイをビデ
オカメラで録画して目視で確認をする程度にとどまってい
る．コーチングに必要なスポーツのフォームの熟練度別の
分類には，複数のセンサや，それらを搭載した特殊な道具
が必要であり，それらを用意するにはコストがかかるから
である．現在の日本においてはカレッジスポーツ市場に割
かれるコストが少ないことを一因として，機械学習を用い
た ICT の普及が阻害されている．コーチによるコーチン
グは脆弱であり，その点を解決するために普及が望まれて
いる．
現在，単一視点のスポーツ画像の分類は可能とされてい
ない．少ない情報量から分類することが困難となっている
からである．先行研究 [1] ではラクロスのショットフォー
ムの画像を用いて熟練度別の分類を試みた．画像分類には
CNNが適しているので，自身で設計した CNNと，学習済
みニューラルネットワークである VGG16の 2つの CNN

を用いて熟練度別の分類を行った．分類精度は 60% 程度
であった．60%ほどの精度では実用には至らないので，分
類精度の向上が問題点となっている．
本研究の目的は，卒業論文で残された課題を解決し，単
一視点のスポーツ画像の分類を可能とすることである．課
題はデータセットの質の向上，データセット不足の解決，
ニューラルネットの構造の最適化である．これらの課題を
解決し，少ない情報量から分類を高精度にするモデルを設
計することで，コーチングのために必要な機材を最小限に
することが可能となる．これにより，カレッジスポーツの
現場における ICTの普及を実現を目指す．
本研究の目的を達成するために以下の技術課題を達成す

る必要がある．
RQ1 データ加工の手法の提案
卒業論文時に使用したデータの前処理を行う．課題で
あったデータの質の向上とデータセット不足の解決を
し，分類精度の向上を図る．

RQ2 分類を可能とする予測モデルの提案
ラベル付けされたデータを正確に分類できるモデル
を設計する．その設計をもとにプロトタイプを作成
する．

RQ3 妥当性の評価
設計したモデルの妥当性の評価を行う．分類精度を卒
業論文時の分類精度と定量的に比較して，提案モデル
の妥当性の評価を行う．

2 既存研究ならびに関連技術
機械学習を用いて，スポーツ画像から熟練度を分類する
研究がされている．以下に先行研究を示す．

2.1 金子らの研究 [3]

金子らは熟練度別に分類することが困難であることを
問題視し，サッカーのショットフォームを，機械学習を
用いて分類することを目的とした研究を行った．決定木，
SVM，ロジスティック回帰の手法を用いて，分類を行って
いる.

使用したデータは，10 名のショットフォームを Open-

pose によって関節点を抽出した画像である．ショット
フォームは心臓と利き足首の座標の差が最も大きくなる時
点の画像である．心臓と利き足首の座標の変化率が最も高
く，それぞれのフォームの特徴が発現しやすいので，この
シーンが選択された，
この研究では，どの手法による分類でも 80% 以上の精
度を出した．Openposeで関節点を抽出し，それぞれの座
標によって分類が出来るということが示された．

2.2 渥美らの研究 [4]

渥美らはスキーは冬にしかできないスポーツであり，
コーチングの機会が他のスポーツより少ないことを問題視
した．冬以外の屋内でもコーチングが可能となるように，
CNN を用いてスキーシミュレータ利用時の初心者と熟練
者の分類することを目的として研究を行った．
この研究では実際のスキー状況を再現するために，複数
のデバイスやセンサを使用している．スキーシミュレータ
や VRデバイスを用いることで，室内での姿勢データの取
得を可能としている．荷重データの取得のために靴のイン
ソールに圧力センサを取り付けている．
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YOLOv3 を参照した CNN を用いて，熟練度を 4 段階
に分けた分類がされている．分類精度は 90%以上であり，
姿勢データと荷重データによる分類の有効性が示された．

2.3 Libinらの研究 [5]

Libin らは深層学習の浸透の結果，分類器として CNN

を用いるようになったことを疑問視した．それまで分類器
として使われていた SVMとの比較を目的として研究が行
われた．分類の 3つのセンサを使用して，ゴルフスイング
の一連の動作から得たデータによって分類をしている．プ
レイヤーは 3つのセンサが付いているゴルフクラブを使用
してスイングを行った．センサはそれぞれ，ゴルフクラブ
の歪み，加速度，角速度を計測するものである．
分類には各年の ILSVRC で優勝した 3 つのニューラ
ルネットを参照に設計したモデルを用いている．参照し
た 3つの NNはそれぞれ，VGGNet [6]，GoogLeNet [7]，
ResNet [8]である．最新の NNになるにつれて、層の数は
増加し，勾配消失問題が解決された構造になっている．
全てのデータを合わせたデータ，歪みデータ，加速度
データを用いた分類において分類精度が 90%を上回った．
センサを取り付けて得たデータからゴルフスイングの分類
が可能であった．SVM との定量的な比較を行い，分類器
として CNNを用いることの有効性が示された．

3 技術課題の解決
本研究では単一視点のスポーツ画像の熟練度別分類精度
を向上させるために，新たな CNNを設計する．問題解決
へのアプローチを図 1に示す．

図 1 技術課題解決のアプローチ

データセットは卒業論文時に使用したものを拡張・加工
したものを用いる．先行研究の考察では，分類精度の向上
のために，データセット不足・質の悪さの改善が挙げられ
た．それらの改善を図るために前処理を行う．データセッ
トの前処理の手法については節 4.1で述べる．
卒業論文時には自作した CNN と VGG16 を用いたが，
層の深さは最大で 16層であった．画像分類に用いる CNN

では一般に，層が多ければ多いほど細かな特徴抽出が可能
となる．新たなモジュールを用いることで，NNの層の数

を増やすことが可能となる．層を増やすことによって過学
習や勾配消失問題が発生しやすくなるが，それらについて
も別のモジュールを用いることで解決が可能である．本研
究ではそれらのモジュールを使用して層の深さを深くした
CNN を設計する．用いるモジュールについては節 4.2 で
述べる．
出力は教師ラベルに則って，初心者と熟練者の二種類に
分類する．二値分類では一般に sigmoid関数が使われるの
で，本研究においても sigmoid関数を用いる．

4 データセットの前処理及び提案モデル
4.1 データセットの前処理

先行研究では分類精度向上のための課題として，データ
セットの質の向上が挙げられた．本研究では Openpose[9]

を用いて画像の前処理を行い，データセットの質の向上を
行う．Openposeによる関節点抽出とデータ拡張をデータ
セットの前処理とする．
Openpose は Cao らが発表した DeepLearning を活用
した姿勢推定ツールである ．画像を分析することで首，
肩，肘など 18 点の関節点を抽出する．Openpose を用い
て関節点を抽出することでフォーム分類に不必要であった
背景などの情報を削減することができる．
Openpose を用いて前処理を施した画像を図 2 に示す．
図 2は関節点を青色，それらを繋ぐ線を緑色，背景と黒色
としている．背景や体形，道具の色や形によらず，関節の
情報のみからの分類を行えるような加工を施した．

図 2 前処理を施した画像

次に，OpenPose を適用したデータの拡張を行い，デー
タセット不足を解決する．本研究ではデータの RGB 値を
変更してデータ拡張をした．使用した色は，赤，青，緑，白
の 4 種類である．関節点の色とそれらをつなぐ線の色を，
4 種類の色のうちから 2 色選択し，1 つの画像から 12 種
類のデータに拡張した．上級生のデータに関しては，デー
タ量の関係からグレースケール化した画像も用意した．図
3 は拡張したデータの図である．
拡張を行ったことで 1クラス 2000枚のデータを確保し
た．学習において十分な量のデータであるとし，データ
セット不足の解決を試みた．
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図 3 拡張したデータ

4.2 提案モデル
提案するモデルに新たなモジュールを追加する．Incep-

tionモジュール，残差ブロック (Residual-block)を組み込
むことで CNNの層を深くすることが実現出来る．本研究
ではこれらのモジュールを組み込んだ CNN に入力する．
層を深くすることで上級生と下級生の特徴の僅かな差異の
抽出を可能とし，分類精度の向上を目標とする．

4.2.1 Inceptionモジュール
Inception モ ジュ ー ルは 2014 年に発表 された

GoogLeNet に導入されている．それ以前に発表された
VGGNet は層が 16 層であったのに対し，GoogLeNet は
22層である．このモジュールを用いることで勾配消失を起
こすことなく，層の増加を実現した．Inception モジュー
ルのアーキテクチャを図 4，図 5に示す．

図 4 inceptionモジュールの基本構造 [7]の図を再作図

図 5 inceptionモジュールの応用構造 [7]の図を再作図

これまでの CNNのアーキテクチャは、畳み込み層を単
純に繋げていた．単純に繋げて，畳み込み層を増やしてい
くと画像サイズが小さくなる．これが原因で層を増やすこ
とが出来なかった．この問題を解決するために Inception

モジュールが追加された．図 4に inceptionモジュールの
アーキテクチャを示す．1つの画像を 1× 1，3× 3，5×
5の畳み込み層と 3× 3のプーリング層に入力し，それぞ
れの層の出力を結合して 1つの出力とする．図 5は基本構
造に畳み込み層を追加したモジュールのアーキテクチャで
ある．複数の Inceptionモジュールをアーキテクチャに組
み込むことで，パラメータの数が多くなる．この問題を解
決するためのアーキテクチャが図 5である．

4.2.2 残差ブロック
残差ブロックは 2015 年に発表された ResNet に導入さ
れている．GoogLeNet が 22 層であるのに対し，ResNet

は 152層からなっている CNNである．残差ブロックの導
入によって層の数を増加させることを可能とし，層の増加
によって発生する勾配消失問題を解決した．残差ブロック
のアーキテクチャを図 6に示す．

図 6 残差ブロックのアーキテクチャ [8]の図を再作図

残差ブロックは畳み込み層とスキップ接続からなる．い
くつかの畳み込み層とスキップ接続を 1つのブロックとし
ている．残差ブロックを経た出力は以下の計算式 (1)で表
される．

H(x) = F (x) + x (1)

F(x) は複数の畳み込み層を通して出力された結果であ
る．xはスキップ接続を経た数値である．残差ブロックの
最後に F(x)と xを加算する．
畳み込み層の活性化関数に ReLU 関数を使用する．

ReLU関数は勾配消失問題の解決に影響を与えた関数であ
り，現在，一般的に使用されている関数である．

5 実験結果
加工を施したデータセットを，上記のモジュールを持つ

GoogLeNetと ResNetに入力する．
VGG16，GoogLeNet，ResNet の層の数はそれぞれ 16

層，22 層，152 層である．ハイパーパラメータとしてバッ
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チサイズを 32，学習回数を 80 回，学習率を 0.0001 で統
一している．入力サイズはそれぞれのニューラルネット
ワークで決まっているサイズで入力する．それぞれ，(224,
224)，(299，299)，(224，224) である．
上記の条件で学習を行った結果を図 7，図 8に示す．青
色の線がトレーニングセットに対する結果を示し，橙色の
線がテストセットに対する結果を示す．左図は正答率を示
し，右図は損失率である．

図 7 GoogLeNetの結果

図 8 ResNetの結果

VGG16 での実験では，テストセットに対する正答率は
62% 程に収束している．テストセットに対する損失率は
右肩上がりとなっている．80 回の学習を終えた後では 8

近くの値を出している．
GoogLeNet の実験では，テストセットに対する正答率
は変動が激しく，58%から 63%までの変化がある．損失
率は 80回の学習を終えた後では 5近くの値が出ている．3

つの学習モデルの中で最も損失率の値が低くなっている．
ResNet での実験では，テストセットに対する正答率は
変動が少なく，61%程になっている．損失率は，他と同様
にすぐに 0%に収束するが，テストセットに対する損失は
右肩上がりとなっている．学習終了時の値は 8である．
6 考察
本研究では，先行研究で課題であったデータセット不足
の解決し，入力する CNNの構造を変化させた．一般的に，
層の数を増やすことで画像の細かい特徴や複数の特徴を
抽出できる．層を増やすことで過学習が抑制できているの
で，CNNの構造は適切であると考える．
加工したデータを CNNに入力して結果は，60%程度の
正答率であった．先行研究において，加工する前のデータ
を VGG16 に入力したときの正答率は 30% であった．正
答率を比較すると本研究のアプローチは妥当性があると考
える．

以上より，作成したデータセットが適切にラベル付けが
されていないと考える．データの選別の基準として経験年
数を用いているが，データを取った人数が少なかったので，
外れ値のデータが多くなったと考えられる．
熟練度による分類を行うための今後の課題は以下のとお
りである．

• データセットの適切なラベル付け
• 元データの外れ値の削除
画像分類においてこの課題を解決することで，熟練度分
類の実現が可能であると考える．

7 おわりに
本研究では，分類精度を高めるために，Openposeを用
いてデータの前処理・拡張を行った．加工したデータを
卒業論文時に用いた CNN と別のアーキテクチャを持つ
GoogLeNet や ResNet に入力し，実験を行った．今後の
課題を解決することで，熟練度分類の精度の向上を目指す．
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