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1 はじめに
敵対的生成ネットワーク (GAN：Generative Adversar-

ial Networks)[1] の実問題を考えた場合，そのデータ量の
確保が第一の課題となっている．
Data Augmentation(以下，DA)とは，その課題に対す
る解を与える研究である．DAは既存のデータに変換を加
えてデータ量を増やす手法である．例えば医療における病
理診断に用いられる．病理ガラススライドを少し回転させ
ても病院医は同じ癌と捉えることができるが，AI は別の
ものと判断する．画像を回転させたり，位置を少しずらせ
たりすることで別の画像として学習データを水増しするこ
とができる [2]．
DAは画像分類で広く使われ，精度向上に大きく貢献し
てきたが，GANの分野ではあまり研究されてこなかった．
GANに DAを適用した例はあるが，どの DAが GANに
とって効果的なのかは具体的に示されていない．
本研究の目的は，GANの訓練において，適切な DAの
方法を提案することである．この際，GANは森野ら [3]の
一般的な構成を用いる．GAN の構成は変えずに，異なる
DA方法によって GANの訓練に有効であるか実験する．
本研究の課題は以下の通りである．

(1)DAを適用したデータセット作成方法の提案
(2)提案方法による GANへの適用と評価
これらを解決することで，GAN 訓練の精度向上だけで
なく，データ収集にかかる時間や労力の削減が期待される．

2 関連研究
2.1 GAN

敵対的生成ネットワークとは機械学習技術の一種で，同
時に訓練される 2 つのモデルからなる．1 つ目 (生成器：
Generator) は偽のデータを生成し，もう 1 つ (識別器：
Discriminator)は本物のデータを偽のデータと見分けるよ
うに訓練される．
生成器の目標は，訓練データ内に含まれる本物データと
見分けが付かないような偽のデータを作り出すことであ
る．識別器の目標は，訓練データに含まれる本物のデータ
と，生成器が作り出した偽のデータとを区別することで
ある．
図 1に GAN構成と訓練の概略を示す．GANの訓練は
識別器と生成器の訓練を交互に繰り返すことで，2 つの
ネットワークが互いに競い合うように訓練される．
1．識別器の訓練
a. 訓練データからランダムに本物のサンプル x を取り
出す

b. 新しい乱数ベクトル z を生成し，生成器ネットワーク
を用いて偽のサンプル x∗ を生成

c. 識別器ネットワークを使って，xと x∗ を分類
d. 分類誤差を計算し，全誤差を誤差逆伝播法により，識別
器の訓練可能なパラメータを更新，分類誤差を最小化

2．生成器の訓練
a. 新しい乱数ベクトル z を生成し，生成器ネットワーク
を用いて偽のサンプル x∗ を生成

b. 識別器ネットワークを使って，x∗ が本物かどうかを
判定

c. 分類誤差を計算し，全誤差を誤差逆伝播法により，生成
器の訓練可能なパラメータを更新，識別器の誤差を最
大化

図 1 GAN構成と訓練の概略

2.2 Data Augmentation(DA)

Data Augmentation とは既存のデータから新しく作成
された合成データを追加することによって，データ数を水
増しする技術である．DAには，トレーニングデータセッ
トのサイズと品質を向上させる一連の手法が含まれてお
り，それらを使用してより優れたディープラーニングモデ
ルを構築できる．
2.3 Inception v3

Inception v3 は深さが 48層の畳み込みニューラルネッ
トワークである．120万の RGB画像で構成された事前学
習済みのネットワークを ImageNetデータベースから読み
込みできる．画像 x が与えられた場合，確率のベクトル
p(y|x)∈ [0, 1]1000 の形式でクラスラベル yが出力される．
これはネットワークが各クラスに割り当てる確率を示す．
2.4 Inception Score(IS)

Inception Score[4] とは GAN における評価指標の 1

つである．IS は ImageNet で事前トレーニングされた
Inception v3 を使用する．IS は 2 つの分布の差異を表す
KL ダイバージェンスを用いて計算される．xi を画像（i

は画像のインデックスで総数は N とする），y をラベルと
すると ISは式 (1)のように表される．
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p(y|xi) は個々の生成画像の認識結果の確率を，p(y) は
生成画像全体の認識結果の確率の平均を表し，これらは分
布に従うとすると図 2のようになる．

IS = exp

(
1

N

∑
i

KL (p(y|xi)||p(y)))

)
(1)

入力画像が特定のクラスの場合，2つの分布間の距離が
小さいほど良い生成画像ができていると言えるので，ISが
小さいほど性能が高いということになる．すなわち本スコ
アでは以下の 2つの観点を満たすほど生成スコアが良いと
されている．
(1)画像識別器が識別しやすいこと
(2) 識別されるラベルが特定のクラスに集中していること

図 2 理想的な 2つの確率分布の例

本研究では，GANによって生成された画像を，ISで画像
の良さを評価する．
2.5 関連研究を踏まえて
DAを用いた GANの研究はされてきたが，元のデータ
セットと DA後の最終的なデータセットの比率が，最適な
パフォーマンスのモデルになるという保証はない [5]．
本研究では，関連研究を踏まえ，DAを適用したデータ
セットの提案と評価を課題とする．

3 本研究課題における問題解決のアプローチ
本研究では，Data Augmentationにコントラスト，ネガ
ポジ反転，左右反転，上下反転，GANで生成した画像 (以
下，生成画像)をデータセットにした．DAにより，GAN

の訓練が十分に行えるかどうか予測できなかったので，図
3の DA方策を実施した．

図 3 5種類の Data Augmentation

以下のステップを踏まえ，アプローチを行う．
条件：集まったデータ (例：CelebA)を 1000枚とする．
1. CelebAに左右反転やネガポジ反転などの DAを適用
2. CelebA1000枚の画像を GANで生成
3. 1と 2の中から 1000枚の画像を抽出
4. CelebA 1000 枚と 3 のデータを合わせた 2000 枚の
データセット作成

5. 4のデータセットを用いて GANで画像生成，それを
ISで評価

図 4 アプローチ

4 実験内容と結果
4.1 データセット
CelebA[6] は有名人の顔画像を 178 × 218 ピクセルで

202,599 枚集めたデータセットである．その中から 1000

枚画像を抽出し，データセットに用いた．
ポメラニアンは The Oxford-IIIT Pet Dataset[7] と

Google 画像検索から 1,000 枚集めたデータセットであ
る．これらの取得した画像を 128 × 128 にリサイズして
適用した．
4.2 対象データへの実装と評価
対象データは CelebA とポメラニアンとする．GAN に
よって生成された画像は Inception Score によって評価
した．
本研究では，1種類のDAを施した 1000枚のデータセッ
トと 2種類の DAを 1000枚のうち 1:1の比率で作成した
データセットで実験を行う．後者の条件から，DAの枚数
を 1000 枚から 2000 枚に増やした場合の実験を行う．以
下に実装と評価を示す．
(1)CelebA1000枚，1種類の DA1000枚の計 2000枚
(1) の生成結果を図 5 に示す．GAN によって生成され
た画像 1000枚を抽出し，ISで計算した結果を図 6に示す．
他の生成された画像も同様に計算した．
ISは，ネガポジ反転が最も高い結果となった．ネガポジ
反転の画像を見ると人間の顔にはふさわしくない色が見ら
れた．上下反転は DAなしより ISは高いが，首が 2つあ
るような画像が生成された．

図 5 1種類の DAの生成結果
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図 6 1種類の DAをデータセットにした ISの比較

(2)CelebA1000枚，1:1で合わせた 2種類の DA1000枚の
計 2000枚
(2)の生成結果を図 7(左)に示し，図 8(青)に ISの結果
を示す．ネガポジ反転や上下反転はデータセットとしてふ
さわしくないので，それらを除いた 2種類の DAの組み合
わせを実験した．(2)の ISは DAなしに比べ，どの場合も
同等あるいはスコアが下がっている．
(3)CelebA1000枚，1:1で合わせた 2種類の DA1000枚の
計 2000枚
(3)の生成結果を図 7(右)に示し，図 8(橙)に ISの結果
を示す．ISは DA1000枚に比べ，スコアが下がっている．
データ量を増やすことで生成された画像の精度が上がった
といえる．

図 7 DA1000枚 (左)と DA2000枚 (右)の生成結果

図 8 2種類の DAをデータセットにした ISの比較

(4)ポメラニアン 1000枚，1:1で合わせた 2種類のDA1000

枚の計 2000枚
(4)の生成結果を図 9に示し，図 10に ISの結果を示す．

IS は生成画像が最も低くなった．DA なしは epoch が進
むに連れ輪郭がはっきりしなくなるが，DAの画像生成は
輪郭を保っているので，IS に影響出たのではないかとい
える．

図 9 1種類の DAの生成結果

図 10 2種類の DAをデータセットにした ISの比較

(5)ポメラニアン 1000枚，1:1で合わせた二種類のDA1000

枚の計 2000枚
(5)の結果を図 11(左)に示し，図 12(黄緑)に ISの結果
を示す．ISは DAなしに比べ，スコアが下がっている．
(6)ポメラニアン 1000枚，1:1で合わせた 2種類のDA1000

枚の計 2000枚
(6)の結果を図 11(右)に示し，図 12(紫)に ISの結果を
示す．DAの量を増やしてもコントラストと左右反転の結
果はスコアが上がった．CelebA の場合はスコアが下がっ
ているので，対象データによって IS に違いが出るのでは
ないかといえる．

図 11 DA1000枚 (左)と DA2000枚 (右)の生成結果

図 12 2種類の DAをデータセットにした ISの比較

4.3 CelebAとポメラニアンの IS比較
図 6と図 10，図 8と図 12を比較するとグラフの凹凸が
似たような傾向になっている．対象データに問わず，適用
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する DA の種類によって IS に影響が出たのではないかと
いえる．

5 考察
5.1 研究課題に対する考察
一般的に，AIの知的レベルを向上させるには，学習デー
タの質と量が重要とされている．Chen ら [8] の研究によ
ると，学習用データの量が多いほど精度が向上している．
データの質の観点からは，元のデータセットが 1000 枚
と DA1000 枚の画像を 1:1 の比率で合わせて実験を行っ
た．DA によって増やした学習データの量を 1000 枚に固
定し，異なる DA方策を実験することにより，DAの質を
確かめることができる．
データの量の観点からは，DA 方策は変えずに，DA の
枚数を 1000枚から 2000枚に増やして実験を行った．DA

の枚数を変化させることにより，DAの質を確かめること
ができる．
これらを実験することにより，AI の知的レベルを向上
させる実験を十分に行ったといえる．
5.2 関連研究の妥当性
以下の 2点において妥当性を評価した．

(1)Data Augmentation

DA の種類によって IS にそれぞれ変化が見られた．こ
れは学習データの質が変化したことにより IS に影響した
ためである．ネガポジ反転や上下反転など，目的に合わな
いパターンや実データに出てこないバリエーションをデー
タセットにすると，ふさわしくない顔画像が生成される．
学習データの量によっても GAN訓練の精度向上が期待で
きる．
データの質の観点からは，ネガポジ反転や上下反転など，
目的に合わないパターンや実データに出てこないバリエー
ションをデータセットにすると，ふさわしくない顔画像が
生成されることが確認できた．左右反転や生成画像は，IS

がDAなしより低いので，DAにふさわしい方策といえる．
データの量の観点からは，DAの枚数を増やした場合，6
通りの実験から 5 通りに IS が小さくなることが確認でき
た．GAN の実問題を考えた場合，そのデータ量の確保が
問題であるが，DAの枚数を増やす方策は必要であるとい
える．
(2)Inception Score

我々の画像生成が成功した場合，入力画像 X に含まれ
る画像が特定のクラスに集中しており，かつ，高い確率
で識別できている画像である．すなわち，入力画像 X が
Inception v3によって作りたいと思っていた画像に集中し
ている分布である．本研究では，少ないデータセットの条
件で実験を行っており，GAN によって生成される画像の
多様性が低くなるので，上記の分布となるといえる．
本研究で実装まで至らなかったが，ResNet-50 という，
画像分類における学習済みモデルを用いることで，生成さ
れた画像がどのクラスに分類されるか確率を算出できる．

入力画像 X が作りたいと思っていた画像の分布に集中し
ているかどうか確認できるので，ResNet-50を用いて実験
する必要がある．

6 おわりに
本研究では，大量のデータセットを集めることが困難な
場合，DAを適用することで GAN訓練の精度向上ができ
るか実験した．GAN によって生成された画像を，1 つの
評価指標である IS で評価したことにより，DA の種類に
よって効果があることが示された．IS だけで画像生成の
評価を行うのは懸念点がある．IS は画像 1 枚ごとの分類
結果を結果として出力しない．生成された画像の質が悪く
ても，生成された画像すべての認識結果が同じような確率
であれば IS が小さくなる．今後は実データにふさわしい
DA方法を考え，ResNet-50を用いることで適切な評価を
行い，GAN訓練に相応しい DAデータセットを作成する
必要がある．
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