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1 はじめに

近年ヘルスケアを目的とした IoT 機器が増えてきてい

る．機械学習を利用してユーザのバイタルデータを個別に

学ぶことで IoT家電製品の制御に反映させ，ユーザ体験が

向上できると考えた．本研究が対象とするユーザ体験とは

家電の制御する環境条件を適正範囲内に保つことである．

標準的なアーキテクチャを参考にすることで既存の製

品にも対応できるような IoT 家電製品の制御システム

を設計をする．本研究では，The Internet of Things -

Architecture[5](以下，IoT-A) や Tensorflow[1] などの標

準アーキテクチャを参考にする．本研究ではそれぞれの

アーキテクチャをどのように組み合わせるかを示す規範を

作ることで構造とソフトウェアプロセスを明らかにする．

バイタルデータを分析して IoT家電を能動的に制御する

ことを目的とし，実現技術から独立した共通構造を持つ具

象アーキテクチャを設計する．

本研究ではバイタルデータを機械学習して個々のユーザ

に適応させるように家電制御システムを設計し，関連研究

と比較する．関連研究にはユーザ体験の観点から川原らの

研究 [4] と比較し，バイタルデータの測定精度の観点から

Chenらの研究 [6]と比較する．

2 背景技術

2.1 機械学習の分類

• 深層学習
深層学習はデータが大量あるいは複雑であるときに適

している．深層学習は入力層，複数の隠れ層，出力層

と各層を持ち，各層は複数のノードがエッジで結ばれ

る構造となっている．エッジの持つ重みを計算するこ

とで入力に対する出力を算出する．

• Recurrent Neural Network(RNN)

RNN は深層学習の手法の一つであり，記憶領域を持

つので可変長の時系列データを扱うときに適してい

る．隠れ層の値を再び隠れ層に入力する構造を持つこ

とで，前回の出力が次回の入力の一部となり，過去の

情報を記憶して未来の予測に利用できる構造を持つ．

• Long Short-Term Memory(LSTM)

RNN の拡張モデルが LSTM であり，長期の時系列

データを学習できる．従来の RNNでは直前の出力で

ある短期記憶のみだったのに対し，LSTMではこれに

加えて過去の出力である長期記憶を学習できる．

2.2 Internet of Things-Architecture(IoT-A)[5]

IoT-Aは，これまで課題ごとに独自設計されてきた IoT

機器運用アーキテクチャを置き換える汎用的な参照アーキ

テクチャである．

コミュニケーション階層とサービス階層に互換運用性を

持たせた参照アーキテクチャを定義することでより迅速な

開発を促進することを目指している．コミュニケーション

階層は機器同士の通信をつかさどり，サービス層はそれら

の機器が提供する機能をつかさどる．

下に IoT-Aが定義している参照アーキテクチャを示す．

図 1 IoT-Aが提案している参照アーキテクチャ

図中の青色のクラスはハードウェア，緑色はソフトウェ

ア，黄色は生物，茶色は明確に分類できないものを指す．

特に本研究と関連する各構成要素は IoT-A によりつぎの

ように定義されている．

• Service

ソフトウェアが提供する技術的なサービス

• Resource

センサ類が取得したデータの履歴を記憶する

Physical Entityに関する情報を提供する

• Physical Entity
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実世界に存在する物体あるいは環境

• Virtual Entity

実世界に存在する物体や環境を仮想的に表したもの

2.3 Tensorflow[1]

Tensorflow はデータフロー グラフを使用して数値計算

を行なうオープンソースソフトウェア ライブラリである．

データの読み込みや前処理，計算，出力等の処理を一貫し

てデータフローグラフを構築して取り扱うアーキテクチャ

に基づいて実現されている．

2.4 デザインパターン

ソフトフェア設計時の典型的な問題に対し，その解決策

に名前を付けて整理し，再利用しやすいようにカタログ

化したものである．我々の設計したアーキテクチャでは

Facadeパターンと Commandパターンを適用している．

2.4.1 Facadeパターン

複雑なサブシステムを隠蔽し，1つのインターフェイス

を提供することによりサブシステムの利用を容易にするこ

とを目的として高インターフェイスを定義することができ

る．1つのシステムを複数のサブシステムに分割して構築

することはシステムの複雑さを軽減するのに役立つ．

構成要素として 2つのクラスがある．

• Facadeクラス

サブシステム内のどのクラスが要求に対して責任を

負っているかを知っており，要求をサブシステム内の

適当なオブジェクトへと送る．

• サブシステム内クラス
サブシステムの機能を実装しており，Facadeオブジェ

クトから割り当てられた処理を行なう．サブシステ

ム内クラスは Facadeオブジェクトへの参照を保持し

ない．

2.4.2 Commandパターン

コンピュータに対して発せられる複数の要求自体をオブ

ジェクトとして引数に渡すことで，それらを組み合わせて

利用することを可能にする．また，命令をオブジェクトと

して管理するので，命令の履歴管理や取消し機能の実装等

が容易である．

構成要素として 5つのクラスがある．

• Commandクラス

オペレーションを実行するためのインターフェイスを

宣言する．

• ConcreteCommandクラス

Receiver オブジェクトとアクションの間のつながり

を定義し，Execute オペレーションを Receiver オブ

ジェクトに対して当てはまるオペレーションの呼び出

しを行なうように実装する．

• Clientクラス

ConcreteCommandオブジェクトを生成して，それに

対応する Receiverオブジェクトを設定する．

• Invokerクラス

commandに要求実行を依頼する．

• Receiverクラス

要求実現のためのオペレーションをどのように実行す

るのかを知っている．任意のクラスが Receiver にな

り得る．

3 設計

本研究の提案する参照アーキテクチャの設計指針と，そ

れに従って設計した参照アーキテクチャを示す．

3.1 設計指針

家電製品利用のユーザ体験向上を目的として，本研究で

は機械学習を利用して IoT家電製品を制御するシステムを

設計する．

本研究では，以下の標準のアーキテクチャを参考にする

ことで既存の製品にも応用できるように参照アーキテク

チャを拡張する．

• IoT-Aが提案する参照アーキテクチャ

• Tensorflowアーキテクチャ

Tensorflowは現在最も使われている機械学習のソフトウェ

アライブラリの一つであり，幅広いプログラミング言語と

OSに対応している．IoT-Aは無数の IoT機器にも対応す

る参照アーキテクチャの提案をしている．

Tensorflowを参考にして，IoT-Aのコンポーネントの役

割を機械学習の実現するためのものに具象化する．また，

実世界に存在するモノを扱うシステムを設計するので実世

界のデータを自然にモデル化しやすく，再利用に適したオ

ブジェクト指向で設計する．これにより，具象化するとき

に必要に応じてモジュールを入れ替えできる設計になる．

本研究ではアーキテクチャ上での研究課題として，機械

学習を構成するアルゴリズムやモデルなどの各コンポーネ

ントを自由に組み替えられる設計にすることがある．した

がってシステムを設計するときに以下のデザインパターン

を適用する．

• Facadeパターン

• Commandパターン

サブシステム間のやり取りや依存関係を小さくできるの

で Facadeパターンを適応し，クラスの再利用性を向上で

きるので Commandパターンを適応する．

3.2 機械学習を考慮した IoT-A

IoT-Aの参照アーキテクチャに複数のコンポーネントを

追加した具象アーキテクチャとなっている．
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図 2 機械学習を考慮した IoT-A の参照アーキテクチャ

(一部)

3.2.1 機械学習部分

Tensorflowに基づき手続きとオブジェクトをそれぞれモ

ジュール化して定義することで，これらを独立して変更可

能なオブジェクトとする．前処理を Data Command，最

適化アルゴリズムを Learner Command，推論を Predict

Command，モデルをModelとした．

IoT-Aにおけるサービスはシステムがユーザに対して提

供しなけばならない機能を保有するものなので，機械学習

機能はシステム内においてソフトウェアが提供するサービ

スとして多相型を定義した．

機械学習は複数のコンポーネントにより実現されるの

で，サービスに Facadeパターンを適用してコンポーネン

トの関係として定義した．Facade パターンを適用するこ

とでシステムは機械学習のサブシステムを意識せずに機械

学習をサービスとして利用することができる．

機械学習は，コンポーネント間の次のメッセージ通信に

より実現される．Data Command は Resource よりデー

タを読み込んで前処理を行ない，学習部と推論部に引き渡

す．Predict Commandは前処理されたデータを受け取っ

て予測を行なう．システムは予測を基にアクチュエータを

制御する．Learner Commandが予測した結果を評価して

Modelを更新することで学習する．

3.2.2 Resourceのサブクラス

Network Resourceのサブクラスとして User State Re-

sourceと Actuator State Resourceを追加した．

機械学習時の訓練データとなるユーザとアクチュエータ

の履歴を保持しておく必要があると考え，ユーザのバイタ

ルデータとアクチュエータの制御データの保存場所を明確

にした．それぞれUser State ResourceとActuator State

Recourceと定義した．

3.2.3 Serviceのサブクラス

Serviceには Actuator Activate ServiceとML Service

Facadeの二つのサブクラスを追加した．

Actuator Active Service は算出された予測を基に制御

命令をアクチュエータに伝える．具体的には制御命令を

格納している関数を http などのプロトコルに変換するこ

とで，アクチュエータが理解できる形式に変換して送信す

る．Actuator Activate Serviceは IoT-Aの定義に従って

Serviceとした．ML Service Facadeは既に解説したので

省略する．

4 家電制御システムの設計

本研究で提案した参照アーキテクチャを具象化した設計

例を示す．

4.1 設計の具象化

設計例として，エアコンの制御システムを示す．家庭用

エアコンはほとんどの家に備え付けられており，室内の環

境を最も制御しやすい機器の一つであると考えて採用し

た．ウェアラブルデバイスはバイタルデータを記録でき，

身に着けるうえでユーザが感じるストレスが少ないと考

えた．

この具象例を踏まえ，アクチュエータ (Actuator) を家

庭用エアコン (Air Conditioner)，センサ (Sensor)をウェ

アラブルデバイス (Wearable Device)，機械学習手法 (ML

Service Facade)を LSTM(LSTM Service Facade)と定義

した．

LSTMは時系列データを扱えるうえに，長期依存を学習

できることから採用した．

図 3に具象アーキテクチャを示す．

図 3 エアコンの制御を考慮したシステム設計例 (一部)

この具象例では LSTM や松本らが提案しているポアン

カレプロット [6]などを利用することで実現できる．

我々のシステムは機械学習部分が 4つのコンポーネント

に分けられているので，この具象例においても LSTMやポ

アンカレプロットを必要に応じて適応することができた．

3



下図にシステム設計例の配置図を示す．

図 4 システム設計例の配置図

本研究では，家電制御システムと機械学習サーバとデバ

イスをそれぞれ別のノードとした．家庭用コンピュータに

は機械学習に必要となる計算能力を持ち合わせていないの

で，クラウド上のサーバにサービスを移行した．

5 考察

本研究で提案したシステムと関連研究を比較し，利点及

び欠点を考察していく．

5.1 川原らの研究 [4]

川原らの研究は履歴を機械学習して導出した推奨制御を

コンピュータに表示し，ユーザに制御を選択させる．

機械学習による予測のほかにルールベースのポリシ処理

エンジンを追加することで，稀な事象にも対応できるうえ，

安全に配慮した制御をあらかじめ設定することができる．

5.2 Chenらの研究 [2]

Chen らはユーザのバイタルデータを機械学習すること

で病状を正しく判別し，緊急通知の誤報を減らすシステム

を提案している．このようなシステムを設計することで医

療従事者をサポートし，医療現場の環境を改善する．

Chenらの研究は，バイタルデータに対して 87％の精度

でノイズを正しく判別できる機械学習モデルを示した．

5.3 本研究の位置づけ

本研究ではオブジェクト指向でシステムを設計した．図

4のように機械学習部分をクラウドに移したことで，家庭

向けコンピュータにおける実行効率を向上できると考え

る．また機械学習は入力データをもとに膨大な演算処理

を行なう必要があることから，消費電力が増加するとい

う問題がある．近年機械学習を行なうことを考慮したコン

ピュータが開発されており消費電力は削減されている．本

研究では機械学習をサーバ上で行なうので，今後この問題

は改善させると考える．ユーザが増加するとサーバへのア

クセスが集中する恐れがあるが，既存の負荷分散技術など

を適応できると考える．

• 川原らの研究と比較して
川原らのシステムは推奨された複数の選択肢のうち，

どの選択肢がユーザによって選ばれたかに基づいて学

習する．我々のシステムは家電製品を制御する前後の

バイタルデータを比較して学習する．どちらも家電製

品の制御時に学習するという観点からは有効な手法で

ある．

我々のシステムでは自動的に家電製品を制御するの

で，制御時にユーザの時間と労力を消費しないことか

らユーザ体験が向上すると考える．

川原らのシステムは，ポリシを設定することで学習に

必要な訓練データが十分でない場合も制御を行なえ

る．我々のシステムは，稀な事象に関しては十分に訓

練データを集めることができない可能性がある．

• Chenらの研究と比較して

我々のシステムは測定時に発生するノイズを考慮しな

いので，ノイズに基づいた誤った学習をする可能性が

ある．一方，バイタルデータ自体を機械学習しないの

で大量の訓練データを必要としない．

6 おわりに

本研究ではユーザ体験の向上を目的とした学習機能を持

つ家電制御システムの設計した．システムが能動的に家電

製品を制御するのでユーザ体験が向上することが本研究の

利点だと考える．実装までは至らなかったので今後は実際

に試作品を制作して妥当性を検証する必要があるうえ，川

原らの研究や Chenらの研究で提案されている手法を本研

究に組み込むことも必要であると考える．
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